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RESUMEN

La fiscalización electrónica de la velocidad pasó a ser, en los últimos tiempos, un método importante para la reducción de la velocidad y, en consecuencia, del número y severidad de los accidentes de tránsito. Existen pocos trabajos realizados en Brasil sobre ese tema, tanto en lo que respecta a su implementación como también en el entendimiento del comportamiento del tráfico ante la presencia de un dispositivo fiscalizador de la velocidad. De esa manera, en el presente trabajo, se pretende utilizar una herramienta como las Redes Neuronales Artificiales (RNA) para reproducir la velocidad de los vehículos antes, después y en el mismo dispositivo fiscalizador, buscando observar el comportamiento del tráfico en trechos fiscalizados. De los seis trechos escogidos para el estudio de caso, los datos de 4 fueron utilizados para entrenamiento y los de 2 para prueba. Los resultados obtenidos en la simulación fueron alentadores: el error relativo absoluto medio del conjunto de entrenamiento fue de 0,0523, y el correspondiente a los conjuntos de prueba fue de 0,0582 y 0,0766. Igualmente, el coeficiente de determinación (R2), para los tres conjuntos, fue de 92,99%, 81,16% y 80,81%, respectivamente.

1. INTRODUCCIÓN

El crecimiento del número de accidentes, en el ámbito mundial, hizo que hubiera una reevaluación de los procedimientos que buscaban el control de ese problema. Estudios han mostrado que muchos accidentes de tránsito suceden debido a la excesiva velocidad de los vehículos, los cuales no respetan los límites de velocidad implantados por las autoridades en determinadas vías.

Por ese motivo, nuevos métodos para la solución del problema han sido estudiados e implementados. Entre esos métodos surge la fiscalización electrónica de la velocidad, la cual, a través de diversos trabajos comprobados, se está mostrando bastante efectiva en la disminución de la velocidad y, por consiguiente, de los accidentes.

A pesar de toda la efectividad y buenos resultados encontrados, aún son pocos los trabajos específicos que intentan determinar el impacto de los dispositivos de fiscalización electrónica de la velocidad en el tráfico. La mayoría de los trabajos sobre fiscalización electrónica se limitaron a colectar datos de velocidad y compararlos con datos colectados antes de la implantación del sistema, para de esa manera determinar si hubo disminución de la velocidad y, dependiendo de eso, definir si ese sistema es necesario o no, además de adecuado.

Es por eso que se pretende realizar un análisis buscando determinar el impacto producido por la fiscalización electrónica de la velocidad sobre el tráfico. Para poder desarrollar ese objetivo, se utilizó las técnicas de Redes Neuronales Artificiales para determinar la velocidad alcanzada por los vehículos antes, después y en el mismo dispositivo fiscalizador, consiguiendo de esa forma observar el comportamiento del tráfico en trechos fiscalizados. Trabajo análogo ya fue realizado utilizando la técnica de análisis de regresión (Stumpf y Jacques, 1998), cuyos resultados indican que el uso de técnicas alternativas para la modelación del comportamiento del tráfico, como es el caso de las Redes Neuronales Artificiales, puede mejorar la cualidad del cálculo de las velocidades en trechos viales que están antes y después del local de instalación del equipamiento.

2. FISCALIZACIÓN ELECTRÓNICA DE LA VELOCIDAD

La fiscalización electrónica de la velocidad es un proceso de gerenciamiento de la velocidad que usa la electrónica y otras tecnologías avanzadas. Uno de los primeros estudios de este sistema fue relatado por Parker y Tschuchiyama (1985), donde se examinó una amplia gama de conceptos de gerenciamiento de la velocidad, variando de métodos estáticos, tales como señales de límite de velocidad máxima y mínima, a carreteras automatizadas del futuro.

En Brasil, el uso de fiscalización electrónica ha sido adoptado rápidamente por las mayores ciudades y sin una coordinación formal. Según Cannel (2001) existen alrededor de 50 ciudades operando el sistema, o en proceso de implantación, y que, a mediados del año 2000 existían 400 radares fijos, 550 “lombadas electrónicas” (especie de radar con cámara, y con un panel donde aparece la velocidad de los vehículos que lo atraviesan) y 50 radares estáticos. La constante supervisión de esos dispositivos, trabajando 24 horas al día, en todas las épocas del año, ha tenido un efecto significativo en las estadísticas de accidentes, reduciéndose considerablemente la incidencia en ciudades importantes como São Paulo, Campinas, Brasília y Salvador.
3. REDES NEURONALES ARTIFICIALES

Las Redes Neuronales Artificiales son sistemas paralelos distribuidos, compuestos por unidades de procesamiento simple (nodos) que calculan determinadas funciones matemáticas (normalmente no-lineales). Esas unidades generalmente son conectadas por canales de comunicación que están asociados a determinado peso. Las unidades hacen operaciones apenas sobre sus datos locales, que son entradas recibidas por sus conexiones. El comportamiento “inteligente” de una Red Neuronal Artificial viene de las interacciones entre las unidades de procesamiento de la red.

Un gran número de trabajos y aplicaciones en las más diversas áreas de conocimiento comenzaron a despuntar en la literatura. En el área de transportes, uno de los primeros estudios de aplicación de RNA fue el de Nakatsuji y Kaku (1989), buscando resolver problemas relacionados con ingeniería de tráfico. Ya a lo largo de los años 90, el campo de estudios de transporte observó una verdadera explosión en el uso de Redes Neuronales (Dougherty, 1995).

Redes Neuronales Artificiales han sido aplicadas a ingeniería de tráfico recientemente. Varios trabajos muestran que problemas de tráfico envolviendo cálculo de tempo semafórico, detección de incidentes de tráfico, predicciones de condiciones de tráfico, entre otros, pueden ser resueltos rápidamente y con exactitud, aplicando Redes Neuronales Artificiales, desde que la red sea entrenada de manera correcta. 

Algunos de los estudios que fueron realizados, con la utilización de RNA, abordaron temas que van, desde el comportamiento de los conductores delante de la visualización de la luz amarilla en la aproximación de un semáforo, hasta el análisis de la probabilidad de ocurrir accidentes de tránsito, a partir de parámetros como el flujo, la densidad y la velocidad de los vehículos en las vías (Ivan, 1997). Nakatsuji y Kaku (1991), hicieron una aplicación de redes neuronales para resolver problemas de organización de controles semafóricos en los Estados Unidos, cuyos resultados fueron considerados superiores cuando comparados con aquellos obtenidos por los métodos analíticos tradicionales. Najjar et al. (2000) usaron las RNA para estimar la velocidad del percentil 85, usado como base para configurar los límites de velocidad en carreteras rurales de dos carriles, en Kansas.

Uno de los modelos de RNA más conocido, y utilizado actualmente, es el MLP (Multilayer Perceptron). Típicamente, esta arquitectura consiste de un conjunto de neuronas que forman una capa de entrada, una o más capas intermedias (o escondidas) de unidades computacionales y una capa de salida. Las señales de entrada son propagadas por la red en una dirección positiva, o sea, de la entrada para la salida. Las redes del tipo MLP han sido utilizadas con éxito para la solución de varios problemas envolviendo altos grados de no-linealidad. Su entrenamiento es del tipo supervisado y utiliza un algoritmo muy popular llamado retro-propagación del error (error backpropagation). Este algoritmo es basado en una regla de aprendizaje que “corrige” el error durante el entrenamiento (Haykin, 1994).  Este modelo de RNA será utilizado para desarrollar el presente trabajo.

3.2.1. Criterios para escoger la mejor red
La modelación de la RNA consiste básicamente de dos etapas: entrenamiento y validación de la red a través de la presentación de ejemplos; y la prueba o verificación de su desempeño. La verificación del desempeño de una red es hecha utilizándose un conjunto de datos que no fue empleado durante su entrenamiento. Evidentemente, ese conjunto debe ser una muestra representativa del problema en estudio. Caso el resultado obtenido no sea satisfactorio, una nueva topología de red es escogida y el ciclo repetido.

El desempeño de las RNA puede ser medido por diversas medidas de evaluación, ya en este trabajo se utilizarán el error relativo absoluto medio (ERAM) y el coeficiente de determinación (R2). El ERAM es definido por la siguiente ecuación:
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Donde:

O :
valor observado

E:
valor estimado

n:
número de observaciones

La ventaja de esta medida de desempeño es que, además de no permitir la compensación de errores con señales contrarias, es independiente de la unidad de medida utilizada, volviéndose así un criterio adecuado para la comparación de series de diferentes variables.
4. MÉTODO

Se presenta, en este ítem, un resumen del método adoptado en la definición de los modelos de RNA para determinar la velocidad del tráfico en vías con fiscalización electrónica de la velocidad. Serán discutidos el local de estudio, la colecta dos datos básicos utilizados en el proceso y el desarrollo del modelo de RNA.

4.1. Local de estudio y colecta de dados

Para el desarrollo de este trabajo fueron utilizados datos colectados en seis locales, localizados en Brasília, los cuales forman parte del trabajo de Stumpf (1999). En la Tabla 1 se puede observar cada uno de los locales y sus respectivas características.

	Local
	Nº de carriles
	Límite de velocidad en el dispositivo 

(Km/h)
	Límite de velocidad de la vía (Km/h)
	Declividad de la vía1
	Uso de suelo2

	Rua 3 (C.E. 02): BR 020 – Sobradinho
	3
	40
	60
	B
	M

	Eixo lateral Oeste-Norte – SQN 111: S-N
	2
	50
	60
	S
	R

	Via lago sul/PP (Costa e Silva): PP-Lago
	2
	60
	60
	B
	S

	Eixo lateral Oeste Sul - SQS 110: N-S
	2
	50
	60
	P
	R

	Eixo lateral Leste Sul - SQS 205: N-S 
	2
	50
	60
	P
	R

	Via LJ2 – EQLN 1/3: via C/N - Taguatinga 
	2
	40
	50
	P
	M


1 P: Plano, S: Subida, B: Bajada

2 R: Residencial, M: Mixta, S: Sin uso

Tabla 1 - Características de los locales de estudio.

Los datos fueron colectados a lo largo de doce horas, entre las 7:00 AM y 19:00 PM, durante días típicos (martes, miércoles o jueves). Se colectó la velocidad en diversos puntos localizados antes, después y en el mismo dispositivo de control de la velocidad (Figura 1). Además, también fueron colectados los flujos vehiculares correspondientes a cada una de las vías de estudio.
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Fig. 1 - Distribución de los puntos de colecta.

4.2. Desarrollo del modelo de RNA 

Para el desarrollo del modelo fue utilizado el siguiente método: los datos correspondientes a cuatro locales de estudio fueron utilizados para entrenamiento, y con los datos de los locales restantes, se formaron dos conjuntos de prueba. 

Los conjuntos de prueba servirán para comprobar el desempeño del modelo, ya que los datos de ese conjunto no entraron en el proceso de entrenamiento. El software de Redes Neuronales Artificiales BrainMaker Professional (California Scientific Software, 1998), será empleado para la modelación. Ese software, dentro de los resultados, muestra las medidas de desempeño necesarias para escoger el mejor modelo, tales como el Error Relativo Absoluto Medio y el Coeficiente de Determinación (R2).

Las variables de entrada y de salida, utilizadas en el desarrollo del modelo, son presentadas a continuación:

Variables de Entrada
· Volumen vehicular, el cual fue colectado por intervalos de quince minutos a lo largo de doce horas, durante días típicos.

· Uso de suelo, sea residencial, mixto o sin uso.

· Número de carriles.

· Declividad de la vía, sea subida, bajada o plano..

· Posición del punto de colecta con respecto al dispositivo de fiscalización, esta posición puede ser antes, después o en el mismo dispositivo.

· Límite de velocidad de la vía, corresponde al límite de velocidad establecido por el órgano de tránsito para toda a vía.

· Límite de velocidad en el dispositivo de fiscalización.

· Distancia del punto de colecta con respecto al dispositivo de fiscalización.

Variable de Salida

· Velocidad Media, esta velocidad es puntual, y puede corresponder a un punto antes o después del dispositivo.

Tres variables de entrada (uso de suelo, declividad de la vía y posición del punto de colecta con respecto al dispositivo de control) son cualitativas, por lo que fueron convertidas en valores binarios (0 y 1), para su mejor entendimiento por parte de las RNA. En la Tabla 2 son mostrados los valores binarios para esas variables:

	Uso de Suelo
	Suelo1
	Suelo2

	Sin uso

Mixto

Residencial
	0

0

1
	1

0

0

	Declividad de la Vía
	DV1
	DV2

	Subida

Plano

Bajada
	0

0

1
	1

0

0

	Posición del Punto de Colecta
	PPC1
	PPC2

	Antes

En el dispositivo de control

Después
	0

0

1
	1

0

0


Tabla 2 – Variables de entrada cualitativas y sus respectivos valores binarios utilizados en el modelo de RNA.
5. RESULTADOS OBTENIDOS

Se probaron diferentes arquitecturas de RNA, siendo que cada una de ellas tubo su respectiva etapa de entrenamiento. Después de las comprobaciones y comparaciones de los resultados, se encontró que el modelo, el cual tiene una capa oculta con once neuronas, presenta el mejor resultado. En la Figura 2 se puede observar claramente la arquitectura del mejor modelo de RNA encontrado para el caso de estudio. La primera columna de neuronas corresponde a las variables de entrada, la segunda columna de neuronas corresponde a la capa oculta, y finalmente, la tercera columna corresponde a la variable de salida.

Las medidas de desempeño del mejor modelo fueron las siguientes: el Error Relativo Absoluto Medio, para los conjuntos de entrenamiento y los dos de prueba, fue de 0,0523, 0,0582 y 0,0766 respectivamente. Ya los coeficientes de determinación (R2), para los mismos conjuntos, fueron 92,99%, 81,16% y 80,81%, respectivamente. Esos resultados muestran que la capacidad de generalización de la red fue bastante efectiva.
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Fig. 2 – Arquitectura de la Red Neuronal Seleccionada.
Los gráficos de la Figura 3 ilustran la comparación de los valores reales y los valores estimados, para los dos conjuntos de prueba. La comparación de los resultados de las estimativas comprobó que las RNA reproducieron de manera satisfactoria la velocidad media en los trechos fiscalizados.
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Fig. 2 - Velocidad media real versus velocidad media estimada para los dos conjuntos de prueba.
6. CONCLUSIONES
· Se puede concluir que el modelo de Redes Neuronales Artificiales reprodució, de manera satisfactoria, la velocidad media alcanzada en puntos antes, después y en el mismo dispositivo de control de velocidad, con un nivel deseado de confiabilidad.

· A partir del modelo desarrollado, se puede construir perfiles de velocidad medios de las vías que cuentan con fiscalización electrónica de la velocidad, los cuales pueden ayudar a analizar el desempeño de esos dispositivos y del comportamiento del tráfico.

· El modelo puede ser considerado genérico para aplicación en locales de Brasília que cuentan con fiscalización electrónica de la velocidad, cuyas características sean compatibles con la de los locales donde fueron colectados los datos. Modelos similares pueden ser desarrollados para otras ciudades, y para otras peculiaridades de localización de los dispositivos de control de velocidad, siguiendo el ejemplo de este trabajo.
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